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1. [bookmark: _Toc19520322][bookmark: _Ref19634485][bookmark: _Ref19634494][bookmark: _Toc69844236]Theoretische Einführung
Bevor wir zur Entwicklung von KIs kommen, werden wir uns die theoretischen Zusammenhänge anschauen.

1.1. [bookmark: _Toc69844237]Zusammenhang der Begrifflichkeiten
[image: ]

KI (AI): Der Versuch, normalerweise von Menschen erledigte geistige Aufgaben automatisiert zu lösen.

ML: Die Generierung von Wissen aus Erfahrung.
[image: ]














KNN (ANN): Das Lernen durch schichtweise angeordnete künstliche Neuronen.

[image: http://pille.iwr.uni-heidelberg.de/~ocr01/images2/nnet.png]
Quelle Bild: http://pille.iwr.uni-heidelberg.de/~ocr01/nnet.html

DL: KNN mit mehreren (tiefen) Schichten.

Sie werden im weiteren Verlauf des Kurses merken, dass die Entwicklung von KIs viel einfacher als „traditionelle“ Softwareentwicklung ist (nicht jedoch die Grundlagenforschung zu KIs). 


1.2. [bookmark: _Toc69844238]Künstliche neuronale Netze
Die größten Fortschritte wurden in jüngster im Bereich der künstlichen neuronalen Netze erzielt. Dem wollen uns im weiteren Verlauf des Kurses vertieft widmen. 

1.2.1. [bookmark: _Toc19520324][bookmark: _Toc69844239]Das erste Klassifizierungsproblem (Classification)
Beginnen wir mit einer einfachen Problemstellung. Die Schwertlilie hat drei Unterarten: Iris setosa, Iris versicolor und Iris verginica. Anhand der Länge und der Breite des Kelchblattes sowie des Blütenblattes kann jede Schwertlilie einer Unterart zugeordnet werden. Der Datensatz ist frei zugänglich.

[image: iris_petal_sepal]











Quelle Bild: http://blog.kaggle.com/2015/04/22/scikit-learn-video-3-machine-learning-first-steps-with-the-iris-dataset/


Iris Flower Dataset
Context
The Iris flower data set is a multivariate data set introduced by the British statistician and biologist Ronald Fisher in his 1936 paper The use of multiple measurements in taxonomic problems. It is sometimes called Anderson's Iris data set because Edgar Anderson collected the data to quantify the morphologic variation of Iris flowers of three related species. The data set consists of 50 samples from each of three species of Iris (Iris Setosa, Iris virginica, and Iris versicolor). Four features were measured from each sample: the length and the width of the sepals and petals, in centimeters.
This dataset became a typical test case for many statistical classification techniques in machine learning such as support vector machines
Content
The dataset contains a set of 150 records under 5 attributes - Petal Length, Petal Width, Sepal Length, Sepal width and Class(Species).
Acknowledgements
This dataset is free and is publicly available at the UCI Machine Learning Repository.
Quelle: https://www.kaggle.com/arshid/iris-flower-dataset
[image: ]
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Quelle Bilder: https://en.wikipedia.org/wiki/Iris_flower_data_set


1.2.2. [bookmark: _Toc69844240]Kochrezept zu KI-Entwicklung
Wir werden eine KI entwickeln, die anhand der Daten (Länge und der Breite des Kelchblattes sowie des Blütenblattes) automatisch die entsprechende Unterart bestimmt. Das Vorgehen werden wir in einem Kochrezept festhalten.

Auszug aus „Iris Flower Dataset“ (aus insgesamt 150 Zeilen):Zeile 135
Zeile 2
Zeile 3
Zeile 1


	sepal lenght
	sepal width
	petal lenght
	petal width
	class

	5,1
	3,5
	1,4
	0,2
	Iris setosa

	7,0
	3,2
	3,5
	1,0
	Iris versicolor

	6,3
	3,3
	6,0
	2,5
	Iris verginica

	…
	…
	…
	…
	…

	5,0
	3,4
	1,2
	0,3
	Iris setosa

	…
	…
	…
	…
	



Aufgabenstellung: Mit Hilfe von vier Variablen (sl, sw, pl, pw) soll die Klasse automatisch von der KI bestimmt werden.
Annahme: Die KI ist eine Black-Box, deren Inhalt zu einem späteren Zeitpunkt betrachtet wird.

Schritt 1: Datenvorbereitung
Hier müssen Daten gesammelt und ggf. vorbereitet werden. Unwichtige Daten werden von wichtigen Daten getrennt. In diesem Beispiel (Iris Flower Dataset) sind die Daten bereits optimiert.
Die Daten werden aufgeteilt in Testdaten (20 %, also hier 30 Datensätze bzw. Zeilen) und in Trainingsdaten (80 %, hier 120 Datensätze bzw. Zeilen).
Im Datensatz muss ebenfalls unterschieden werden zwischen Variablen (sp, sw, pl, pw) und der gesuchten Klasse. 

Schritt 2: KI aufbauen
Hier wird z.B. die Anzahl der Schichten und Ebenen (am künstlichen neuronalen Netz) und somit die Anzahl der künstlichen Neuronen festgelegt. Diesen Schritt überspringen wir im Moment und nehmen an, dass die KI eine Black-Box ist, deren Inhalt wir zu einem späteren Zeitpunkt kennenlernen werden.

Schritt 3: KI trainieren
[image: ]

Die 120 Datensätze (Trainingsdaten) werden Zeile für Zeile dem System zugeführt. Pro Zeile werden die vier Variablen dem KI-Block als Trainingsvariablen eingegeben. Der Ausgang des KI-Blockes errät bzw. berechnet die Klasse. Diese errechnete Klasse wird mit der Trainingsklasse im Datensatz verglichen und die Differenz wird der KI wieder zugeführt. Zu Beginn wird die KI noch falsche Klassen berechnen bzw. erraten (die Startwerte der KI-Parameter werden zufällig bestimmt), aber mit der Zeit werden die Parameter dahingehend optimiert, dass die Klasse immer öfter korrekt berechnet wird. Ist man bei der letzten Zeile angekommen (Zeile 120), fängt man wieder bei der ersten Zeile an, damit die KI weiterhin Gelegenheit bekommt, die internen Parameter zu optimieren. Das Ganze wiederholt man für n (z.B. 100) Durchläufe.

Schritt 4: KI testen
[image: ]
Die 30 Datensätze (Testdaten) werden wieder Zeile für Zeile dem System zugeführt. Pro Zeile werden auch hier die vier Variablen dem KI-Block eingegeben. Der Ausgang des KI-Blockes errät bzw. berechnet die Klasse. Diese errechnete Klasse wird mit der Klasse im Datensatz verglichen, aber die Differenz im Fehlerfall wird der KI nicht wieder zugeführt. Der KI-Entwickler beobachtet den Vergleich und entscheidet, ob er mit der KI zufrieden ist (z.B. bei einer Trefferquote von 90 %). Die KI darf nicht mit Trainingsdaten getestet werden!


Schritt 5: KI Entwurf optimieren
Ist man mit der Trefferquote nicht zufrieden und ist Potenzial zur Optimierung vorhanden, können alle vorherigen Schritte beginnend bei Schritt 1 wiederholt und dabei optimiert werden, wie 
· Daten besser aufbereiten,
· mehr Daten sammeln,
· Aufbau der KI aktualisieren usw.

Schritt 6: KI produktiv einsetzen
[image: ]
Nun kann die KI produktiv eingesetzt werden. Neue Datensätze, die der KI noch nicht bekannt sind, können zugeführt werden und die Klasse wird automatisch bestimmt.
In unserem konkreten Beispiel können Sie jetzt rausgehen und neue Schwertlilien bemessen (Länge und Breite des Blütenblattes sowie des Kelchblattes). Diese vier Variablen führen Sie der KI zu und diese klassifiziert mit einer bestimmten Wahrscheinlichkeit korrekt und sagt Ihnen, um welche Art Schwertlilie es sich handelt. Ist die KI einmal trainiert, ist hier kein Biologe mehr notwendig.
Vergewissern Sie sich, dass Sie das „Kochrezept“ verstanden haben. Denn es gilt (als sehr vereinfachter Ablaufplan ausgedrückt): 

1.2.3. [bookmark: _Toc19520326][bookmark: _Toc69844241]Aufbau künstlicher neuronaler Netze
Bis jetzt haben wir die KI als eine Black-Box betrachtet. Nun wollen wir einen Blick in diese Black-Box werfen, nämlich auf das künstliche neuronale Netz.
[image: ]

Dieses einfache Beispiel hat drei Eingänge und drei Ausgänge. Weiterhin besteht es aus drei Schichten (Layern). Der Ablauf ist wie folgt: Drei Werte werden gleichzeitig links eingeben, intern verarbeitet und das Ergebnis (in diesem Beispiel wieder drei Werte) rechts ausgegeben. Jeder Knoten ist mit allen nachfolgenden Knoten in der nächsten Schicht verbunden. Die Verbindungen zwischen den Knoten sind gewichtet und mit  gekennzeichnet. Um die Übersicht zu wahren sind exemplarisch nur einige Gewichte eingetragen. Je ein Input- und ein Output-Layer sind immer notwendig. Anzahl der Hidden-Layer (mindestens einer notwendig) sind von der Aufgabenstellung abhängig (ab etwa zwei Hidden-Layern spricht man auch von Deep Learning). Anzahl der Knoten sind ebenfalls von der Aufgabenstellung anhängig.

Aufgabe: Tragen Sie mindestens drei weitere Gewichte in die obere Grafik ein.


Jetzt stellen sich für unsere Aufgabenstellung folgende Fragen: 
1. Wie viele Knoten müssen Input- und Output-Layer für die Klassifizierung von Schwertlilien haben?
2. Wie viele Hidden-Layer sind notwendig und wie viele Knoten soll jede dieser Schichten haben?

Zu Frage 1: Der Input-Layer muss vier Knoten besitzen, da die KNN mit vier Variablen (sl, sw, pl, pw) „gefüttert“ wird. 
[image: ]	
Eine naheliegende Antwort nach der Knotenanzahl im Output-Layer wäre „eins“. Denn wir wollen ja nur die eine richtige Klasse erfahren, die für die vier Input-Variablen in Frage kommt. Doch ganz so einfach ist es hier nicht. 
Das KNN gibt keinen Text aus, sondern eine Zahl (das Ergebnis der internen Berechnungen). Diese Problemstellung ist einfach zu lösen, indem man jeder Klasse eine Zahl zuordnet, z.B.:
· 0: Iris setosa
· 1: Iris versicolor
· 2: Iris verginica

Jetzt könnte das KNN also für die vier Variableninhalte (5,1; 3,5; 1,4; 0,2) die Ausgabe 1 für Iris versicolor liefern. Damit können wir uns aber immer noch nicht begnügen, denn wir wollen wissen, mit welcher Wahrscheinlichkeit die Antwort 1 ist und mit welchen Wahrscheinlichkeiten die anderen Klassen in Frage kommen. Hier gibt es eine sehr elegante Lösung. Den Output-Layer bauen wir aus drei Knoten auf, eine für jede Klasse. Das KNN gibt für jeden Input (5,1; 3,5; 1,4; 0,2) drei Wahrscheinlichkeiten aus, je eine für die jeweilige Klasse (0,2; 0,7; 0,1). Die richtige Klasse bei diesem Datensatz ist also mit einer Wahrscheinlichkeit von 70 % Iris versicolor. Die Frage 1 konnten wir somit eindeutig beantworten.

Zu Frage 2: Zu dieser Frage gibt es keine eindeutig richtige Antwort. Die Anzahl der Hidden-Layer und die Knotenanzahl pro Hidden-Layer ist von der Aufgabenstellung abhängig und der Entscheidung sowie Erfahrung des KI-Entwicklers überlassen. Wenn die Anzahl zu klein ist, kann es passieren, dass das KNN nicht gut trainiert wird und keine Klassen zuordnen kann. Ist hingegen die Anzahl zu groß, braucht das KNN sehr lange zum Trainieren und lernt die Trainingsdaten auswendig, kann aber die Testdaten nicht richtig zuordnen. Das KNN hat in diesem Fall also nicht das „System“ verstanden, um neue Daten zu klassifizieren. Es hat lediglich die Testdaten auswendig gelernt.
Wir wollen im weiteren Verlauf viele verschiedene KIs entwerfen, sodass Sie mit der Zeit eine gewisse Erfahrung bei der Festlegung von Layer- und Knotenanzahl (Hidden-Layer) je nach Problemstellung haben werden. Für unsere Aufgabestellung könnten wir erstmal festlegen, dass wir zwei Hidden-Layer verwenden. Die Erste besteht aus fünf Knoten, die Zweite aus drei.
Unser KNN zur Klassifizierung von Schwertlilien ist somit wie folgt aufgebaut:
[image: iris]
Quelle Bild: https://github.com/tanishq9/Iris-Classifier-Android

Aufgabe: Schauen Sie sich noch einmal das Kochrezept an und ordnen Sie Ihre neuen Kenntnisse darin ein. Ersetzten Sie gedanklich die Black-Box durch unser künstliches neuronales Netz.





1.2.4. [bookmark: _Toc19520327][bookmark: _Ref19634550][bookmark: _Ref19634625][bookmark: _Ref19634632][bookmark: _Ref19634639][bookmark: _Toc69844242]Aufbau eines künstlichen Neurons
Nachdem wir uns einen Überblick über das KNN verschafft haben gehen wir mit unseren Betrachtungen noch eine Stufe tiefer und schauen uns den Aufbau eines einzelnen künstlichen Neurons an.
[image: ]
Alle Eingänge werden mit den jeweiligen Gewichten der Verbindungen multipliziert und in der linken Hälfte unseres Modells aufsummiert. Diese Summe wird aber nicht einfach als Ausgangsgröße ausgegeben. Inspiriert von Nervenzellen wird in diesem Beispiel geschaut, ob ein bestimmter Schwellwert überschritten ist und dann ein Wert ausgegeben. Die strikte Umsetzung dieses Verfahrens würde bedeuten, dass am Ausgang eine 0 ausgegeben wird, wenn der Schwellwert unterschritten wird und die aufsummierte Variable x, wenn der Schwellwert erreicht bzw. überschritten wird. Wir wollen uns am natürlichen Vorbild orientieren und die Ausgangsfunktion (Aktivierungsfunktion) sanfter verlaufen lassen. Eine Möglichkeit, um dies zu realisieren, ist die Verwendung der Sigmoidfunktion als Aktivierungsfunktion. Die Ausgangsgröße wird an alle Neuronen der nachfolgenden Schicht weitergegeben. 
[image: https://computing.dcu.ie/~humphrys/Notes/Neural/Bitmaps/sigmoid.gif]


Sigmoidfunktion y = 












Quelle Bild: https://computing.dcu.ie/~humphrys/Notes/Neural/sigmoid.html
1.2.5. [bookmark: _Toc69844243]Feed Forward
Wir wollen sehen, wie die Eingabedaten auf ihrem Weg vom Input zum Output verarbeitet werden. Gegeben sei wieder folgendes KNN:
[image: ]
Aufgabe:
· An den Eingängen des Input-Layers werden Zahlen (von oben nach unten Knoten 1 bis 3) 0,7; 0,2; 0,3 eingegeben.
· Diese Werte werden vom Input-Layer nicht verarbeitet, sondern direkt an die Knoten der nachfolgenden Schicht weitergegeben. Tragen Sie diese Eingabewerte an die Ausgänge der Input-Knoten in der Grafik ein.
· Die Gewichte zwischen Input-Layer und Hidden-Layer sind wie folgt:
 = 0,8;  = 0,3;  = 0,2; 
 = 0,2;  = 0,4;  = 0,7; 
 = 0,1;  = 0,2;  = 0,4; 
· Tragen Sie die Gewichte (Zahlenwerte) in die Grafik ein.
· Jetzt können Sie die Werte mit den jeweiligen Gewichten multiplizieren, aufsummieren und x berechnen (siehe Kapitel 1.2.4 Aufbau eines künstlichen Neurons). Tragen Sie die Ergebnisse an den Eingängen der jeweiligen Knoten ein.
· Für jeden Knotenausgang können Sie mit Hilfe des Sigmoidfunktion y berechnen. Tragen Sie die Ergebnisse an den Ausgängen der jeweiligen Knoten ein.
· Diese Zwischenergebnisse werden mit den Gewichten zwischen Hidden-Layer und Output-Layer multipliziert, aufsummiert und ergeben die Eingänge der Output-Schicht. Die Gewichte zwischen Hidden-Layer und Output-Layer sind wie folgt:
 = 0,6;  = 0,4;  = 0,3; 
 = 0,3;  = 0,5;  = 0,6; 
 = 0,2;  = 0,4;  = 0,2; 
· Tragen Sie die Gewichte (Zahlenwerte) in die Grafik ein.
· Berechnen Sie wieder für jeden Output-Knoten x sowie y und tragen Sie die Werte in die Grafik ein. 
· Die jeweiligen Werte (y) der Output-Schichten werden am Ausgang ausgeben.
Alternativ können Sie die Rechnung per Matrizenmultiplikation lösen. Eine Matrix ist eine zusammenhängende Gruppe von Zahlen:

Zwei Matrizen kann man ganz einfach wie folgt mit einander Multiplizieren (Punktprodukt):
 *  =  = 

Für die Berechnung der Ausgangswerte (auch Zwischenausgangswerte) bei KNNs müssen wir eine Matrix mit einem Spaltenvektor multiplizieren, was noch einfacher ist:
 *  =  = 

Oder mit W = Gewichtsmatrix; I = Eingabematrix; X = Ergebnismatrix
x = W * i

Dann wird die Sigmoid-Funktion auf jedes Element der Ergebnismatrix angewandt:
o = sigmoid(x)

In vielen Implementierungen wird jedem Knoten noch eine gewichtete Zahl addiert (Bias), was wir hier jedoch vernachlässigen werden.

Zusatzaufgabe für Matrix-Liebhaber:
· Zuerst berechnen Sie x = W * i mit W als die oben gegebene Gewichtsmatrix zwischen Input- und Hidden-Layer (mit 3 x 3 Elementen) sowie i als Inputdaten (Spaltenvektor mit 3 Elementen) am Eingang. Schreiben Sie zuerst die Gleichung mit Variablen auf, dann mit Zahlen. Anschließend führen Sie nach dem obigen Schema die Rechnung durch. Als Ergebnis bekommen Sie einen Spaltenvektor mit drei Elementen.
· Dann berechnen Sie o = sigmoid(x), indem Sie auf jedes Element die Sigmoidfunktion anwenden. Das Ergebnis ist wieder ein Spaltenvektor mit drei Elementen.
· Im nächsten Schritt ist dieser letzte Spaltenvektor der Input i, W ist die Gewichtsmatrix zwischen Hidden- und Output-Layer. Berechnen Sie also wieder x= W * i, dann zuletzt o = sigmoid(x). o ist der Output als Spaltenvektor. Das Ergebnis muss mit dem der vorherigen Aufgabenstellung übereinstimmen.
1.2.6. [bookmark: _Toc69844244]Backpropagation
[image: ]
Was passiert, wenn die errechneten Output-Werte nicht mit den Soll-Werten übereinstimmen? Wie wir bereits gelernt haben, werden während der Trainigsphase diese Werte miteinander verglichen und die bei einer Differenz irgendwelche Parameter angepasst. Aber welche Parameter werden angepasst? Die Antwort lautet: die Gewichte. Bevor wir Gewichte aktualisieren können, müssen wir die Differenz anteilig an die Ausgänge aller vorherigen Schichten aufteilen, denn die Ausgänge der inneren Knoten können nicht mit Soll-Werten verglichen werden (es gibt hier nämlich keine Sollwerte). Eine Möglichkeit lautet:
e_hidden1 =  x +  x 

Aufgabe: 
· Stellen Sie die Gleichung für e_hidden2 auf.
· Berechnen Sie die konkreten Werte für e_hidden1 und e_hidden2.
In Matrixform ausgedrückt:
e_hidden =   * 

Unsere Gewichtsmatrix ist allerdings:

Wie können wir sie in diese Form überführen:

Ganz einfach, in dem wir sie transponieren. Das bedeute, aus Zeilen einer Matrix bilden wir Spalten. Beispiel:
 = 

Also gilt:
e_hidden =   x e_output

Auf die gleiche Art kann man in unserem Beispiel e_input berechnen. 
1.2.7. [bookmark: _Toc69844245]Aktualisierung der Gewichte
Der Differenz am Ausgang wurde an alle vorherigen Ausgänge aller Knoten weitergegeben. Doch wie soll die Differenz jeweils mit den Gewichten verrechnet werden, damit die Differenz am Ausgang bei jedem Durchlauf idealerweise geringer wird? Denn wir wollen ja zum Ende unserer Trainingsphase erreichen, dass die Ausgänge genau das liefern, was wir erwarten, also den Wert, mit dem wir es vergleichen. Bei unserer Schwertlilien-KI bedeutet es, dass der Ausgang am Output genau die richtige Klasse liefern soll. Wie erreichen wir das? Mit dem sogenannten Gradientenverfahren. 
[image: https://data-science-blog.com/wp-content/uploads/2019/01/gradient-descent-cost-function.png]
Quelle Bild:https://data-science-blog.com/blog/2019/01/13/training-eines-neurons-mit-dem-gradientenverfahren/

Wir initialisieren das Gewicht zu Anfang zufällig und betrachten den Fehler. Die rote Linie (die Fehlerfunktion) ist für uns unsichtbar. Würden wir sie kennen, könnten wir ja sofort zum Minium (Tal) springen. Wir betrachten den fliegenden Punkt in der Luft, der die Koordinaten „Theta“ und „cost“ hat. Um den Fehler zu verkleinern gehen wir einen Schritt  nach rechts um den Betrag Δ und vergleichen, ob der Fehler größer oder kleiner wird. Wird dieser kleiner, gehen wir wieder ein Stück nach rechts. Das Ganze wird wiederholt, bis wir einen Schritt tun, mit dem der Fehler größer wird. Dann merken wir, dass wir einen Schritt vorher im Tal waren und haben das Minimum bestimmt. 
Unser Ziel ist es, das Minimum dieser Funktion zu finden, denn wir wollen ja die kleinste Differenz bilden. An jedem Punkt bzw. bei jedem Schritt müssen wir zu unserem Gewicht  ein Δ addieren, um uns dem Tal zu nähern. Dazu bilden wir die aktuelle Ableitung, um die Steigung zu ermitteln. Ist die Steigung negativ, bewegen wir uns in positive Richtung. Ist die Steigung positiv, bewegen wir uns genau in die andere Richtung. Doch hier müssen wir aufpassen: Ist der Sprung zu groß, sind wir auf der anderen Seite des Tals und haben das Minimum verpasst. Ist der Sprung zu klein, brauchen wir ewig, um das Tal zu erreichen. Deswegen wird die ermittelte Steigung mit einem konstant eingestellten Faktor, der Lernrate α, multipliziert (z.B. 0,001). Die Formel zur Gewichtsaktualisierung lautet:

neu  = alt  -  α x Δ (negativ, da wir uns gegen die Steigung bewegen)

Ein mögliches Optimierungsverfahren für Δ lautet:
Δ =  x  x (1 - ) x 

Auf die mathematische Herleitung dieser Gleichung soll verzichtet werden. Interessierte Leser können im Buch „Neuronale Netze programmieren“ von Tariq Rashid (O’Reilly Verlag) nachschlagen. 
Was passiert, wenn der Funktionsverlauf nicht so schön verläuft (tut es in der Realität natürlich nicht) und die Gefahr besteht, im lokalen Minimum festzustecken oder allzu langsam fortzukommen?

[image: mlst 0405]
Quelle Bild: https://www.oreilly.com/library/view/hands-on-machine-learning/9781491962282/ch04.html

Eine Möglichkeit ist es, in bestimmten Abständen die Parameter der Gewichte neu zu setzen, um andere Startpunkte zu bekommen. Man kann auch den Schwung in die Berechnung mit aufnehmen, um lokale Tiefpunkte zu überwinden. Interessierte Leser an diesem zweiten Algorithmus seien an das Werk „Deep Learning mit Phython und Keras“ von François Chollet (mitp Verlag) verwiesen.

Es gibt mittlerweile einige Optimierungsverfahren. Alles dreht sich um Δ. Es reicht, wenn Sie das Prinzip verstanden haben. Sie müssen nicht die höhere Mathematik dahinter verstehen, denn Sie können selbst dann für eine KI-Aufgabe nicht im Voraus aus einer Formel erkennen, ob genau dieses mathematische Verfahren am besten geeignet ist. Auch hier zählt wieder die Erfahrung. Ein moderner leistungsstarker Optimierer ist „Adam“ (https://towardsdatascience.com/adam-latest-trends-in-deep-learning-optimization-6be9a291375c), den wir oft in den Praxisbeispielen verwenden werden.
Die Funktionsgraphen oben sind nur von einer Variable abhängig. Bei zwei Variablen ergibt sich ein 3-dimensionaler Graph mit noch mehr Tälern.
[image: https://cdn-media-1.freecodecamp.org/images/yYETGNqV2TLJsWtttVOKOTM89d2gro-dbweZ]
Quelle Bild: https://www.freecodecamp.org/news/building-a-3-layer-neural-network-from-scratch-99239c4af5d3/

Unser einfaches Beispiel der Schwertlilie hat bereits vier Variablen und viele Knoten bzw. Gewichte und ist nicht mehr einfach grafisch darstellbar. Das Verfahren zur Bestimmung von Δ ist sehr rechenaufwändig.
1.3. [bookmark: _Toc69844246][bookmark: _Entscheidungsbäume]Entscheidungsbäume
Bei tabellarischen Daten ist die Trefferquote mit Entscheidungsbäumen in der Regel viel größer und sollten den KNNs vorgezogen werden. Ein großer Vorteil ist es auch, dass die Daten wenig Vorbereitung brauchen.

1.3.1. [bookmark: _Toc69844247]Decision Tree
In Entscheidungsbäumen werden Entscheidungsregeln auf die Variablen (Input) angewandt. Somit ergibt sich eine Baumstruktur folgenden Aufbaus:

[image: Depth 2 Tree]
Quelle Bild: https://www.kaggle.com/dansbecker/how-models-work

Achtung: Ist die Verästelung zu tief, kann es wieder zu Overfitting führen.

1.3.2. [bookmark: _Toc69844248]Random Forest
Man bekommt eine bessere Trefferquote, wenn nicht nur ein Baum, sondern ein Wald voller Bäume verwendet. Jeder Baum des Waldes ist für eine Variable bzw. eine Kombination von Variablen zuständig. Die Teilergebnisse der Bäume werden zu einem Gesamtergebnis des Waldes überlagert.
[image: ]
Quelle Bild: https://towardsdatascience.com/understanding-random-forest-58381e0602d2
1.3.3. [bookmark: _Toc69844249]Gradient Boosting
Beim Gradient Boosting kommen dynamische Bäume anstelle von statischen zur Anwendung. Die Verfahrensweise soll an einem Beispiel erklärt werden.
	Alter in Jahren
	Wohnfläche in 
	Bezirk
	Preis in T€

	4
	63
	2
	155

	2
	82
	1
	280

	6
	111
	5
	310

	9
	94
	3
	232

	10
	88
	1
	300



Schritt 1: 
Berechnung des Mittelwertes (Preis): 255,4
Schritt 2: 
Berechnung der Abweichung mit: Abweichung = Preis – Vorhersage
In diesem ersten Schritt ist der errechnete Preis (Vorhersage) der Mittelwert.
	Alter in Jahren
	Wohnfläche in 
	Bezirk
	Preis in T€
	Abweichung

	4
	63
	2
	155
	-100,4

	2
	82
	1
	280
	24,6

	6
	111
	5
	310
	54,6

	9
	94
	3
	232
	-23,4

	10
	88
	1
	300
	44,6



Schritt 3: 
Erstelle einen Entscheidungsbaum. Ein Ast des Baumes hätte z.B. das Blatt (Bezirk > 2) [54,6; -23,4]. Wenn ein Blatt mehr als ein Wert hat, ersetzen wir diese durch den  Mittelwert dieser Werte: [15,6]
Schritt 4: 
Vorhersage des Preises: Mittelwert + Lernrate x Abweichung
Beispiel: 255,4 + 0,1 x 15,6 = 256,96
Schritt 5: 
Berechnen der neue Abweichung, Erstellen eines neuen Baumes und Wiederholung der vorherigen Schritte für n Durchläufe.
Schritt 6: 
Der finale ermittelte Preis: Mittelwert + Lernrate x Abweichung1 + Lernrate x Abweichung2 + …

· Bei der KI-Entwicklung zu tabellarischen Daten erzielt das Gradient-Boosting-Verfahren mit dem Tool XGBoost oft bessere Ergebnisse.

2. [bookmark: _Toc69844250]Praktische Anwendung
Zuerst soll eine kurze Einführung in die Entwicklungsumgebung folgen.

2.1. [bookmark: _Toc69844251]Einführung Google Colab
Google Colab ist eine Entwicklungsumgebung für die Programmiersprache Python (https://colab.research.google.com/notebooks/welcome.ipynb), die im Browser läuft. Man braucht also keine weitere Programminstallation. Ein weiterer Vorteil ist, dass damit Google Colab auf jeder Plattform läuft (Windows, Linux, Mac). Die erstellten Programme können in der Cloud (gdrive) gespeichert werden. Ein Google Account wird jedoch zwingend benötigt. 
Alle Programme, die in Colab geschrieben werden, können für andere Benutzer freigegeben werden. Ein hantieren mit USB-Sticks entfällt somit. Eine Versionsverwaltung ist dank gdrive ebenfalls integriert, sodass man nachvollziehen kann, wann etwas geändert wurde (auch von wem).

· Auf der Colab-Website muss man als erstes ein neues Python3-Notebook öffnen:
[image: ]

· Dann kann schon programmiert werden:
[image: ]
· Mit einem Klick auf „play“ links neben dem Code kann das Programm ausgeführt werden.
· Das sogenannte Code-Feld kann um mehrere Zeilen Programmcode erweitert werden. 
· Tippen Sie ein paar Mal den Print Befehl untereinander und klicken Sie auf „play“.
· Man kann mehrere Code-Felder einfügen (+Code) und jedes Code-Feld für sich ausführen. Es ist auch möglich, Textfelder einzufügen (+Text).

[image: ]

· Der Titel „Untiteld0“ kann jederzeit mit einem Klick darauf geändert werden.
· Vergessen Sie nicht, Ihr Programm regelmäßig zu speichern.

2.2. [bookmark: _Toc69844252]Tensorflow und Keras
Keras ist eine KNN-Bibliothek, die ursprünglich von François Chollet programmiert wurde. Inzwischen ist Keras Open-Source und viele Entwickler programmieren am Quellcode mit.
Tensorflow ist eine erweiterte KNN-Bibliothek von Google, die intern wieder Keras verwendet. Tensorflow ist ebenfalls eine Open-Source Bibliothek.
Die Praxisbeispiele für unsere KNNs werden wir mit Tensorflow und Keras in der Programmiersprache Python programmieren.

2.3. [bookmark: _Toc69844253]Scikit-learn und XGBoost
Scikit-learn ist eine freie Programmbibliothek in der Programmiersprache Python, die viele Datentypen und Funktionen zu Machine-Learning bietet. Decision Trees und Random Forest sind ebenfalls Teil dieser Bibliothek.

XGBoost ist ebenfalls eine freie Programmbibliothek in der Programmiersprache Python für das Gradient-Boosting Verfahren. XGBoost wird oft in Kombination mit Scikit-learn verwendet.

2.4. [bookmark: _Toc69844254]Praktische Übungen 

2.4.1. [bookmark: _Toc69844255]Iris

Link zum Programm: https://drive.google.com/file/d/1WXU1Q4y3FqjIs52oqDTa12D5wQuHE1ef/view?usp=sharing


Übungen:
1. Wo werden die Tabellen auf vier Tabellen aufgeteilt? Können Sie die Tabellen skizzieren?
2. Was ist Overfitting? Wann tritt es auf? Woran erkennen Sie es?
3. Geben Sie die Anzahl der Layer und der Knoten in jedem Layer an.
4. Kopieren und speichern Sie die Datei unter einem anderen Namen, z.B. 1B_...
5. Importieren Sie oben:
from sklearn.utils import shuffle

Fügen Sie nach diesen Zeilen
data_vars = np.array(iris.data)
data_labels = np.array(iris.target)
folgende Zeile ein
data_vars, data_labels = shuffle(data_vars, data_labels)
Was fällt Ihnen bei erneuter Ausführung auf?
6. Die KI ist nun trainiert, getestet und optimiert. Wie können wir diese aber nun im Feld anwenden? Die KI soll für uns eine Schwertlilie klassifizieren. Sie messen nun bei einer Blume die Länge und Breite der zwei Blüten. Diese Daten müssen nun speziell "verpackt" der KI zugeführt werden. Das Ergebnis ist in der Variable "prediction" gespeichert. Anschließend geben wir den Inhalt der Variable aus.
Fügen Sie folgende Zeilen am Ende des Quellcodes ein. Fügen Sie dazu vorher ein Code-Feld ein.

unknown_iris = [5.9, 3., 5.1, 1.9]
unknown_iris_package = np.expand_dims(unknown_iris,0)
prediction = model.predict(unknown_iris_package)
print("Wurde vom KNN erkannt als (Wahrscheinlichkeiten):")
print(prediction)
print("Oder Klasse:")
print(np.argmax(prediction))


7. Geben Sie den Ausgabevektor O an, wenn eine Softmax-Funktion angewandt wird (eine Nachkommastelle genau).
[image: Ein Bild, das Text enthält.

Automatisch generierte Beschreibung]




2.4.2. [bookmark: _Toc69844256]Boston Housing

Link zum Programm: https://drive.google.com/file/d/18Cxa2YsrJDARqmqIBFlTdoOz49rffcYJ/view?usp=sharing


Übungen:
1. Geben Sie den Befehl print(train_vars.shape) nach dem Aufteilen in vier Tabellen ein. Was könnte die Ausgabe bedeuten?
2. Rufen Sie print(….shape) auch für die anderen drei Tabellen auf.
3. Rufen Sie print(train_vars.shape[0])auf und analysieren Sie die Ausgabe.
4. Rufen Sie print(train_vars.shape[1])auf und analysieren Sie die Ausgabe.
5. Beim Aufbau des KNN finden Sie die folgenden Ausdruck: input_dim=train_vars.shape[1]
Was bedeutet das?
6. Geben Sie die Anzahl der Layer und der Knoten in jedem Layer an.
7. Studieren Sie das Kapitel zur Standardabweichung im Skript. Analysieren Sie das modifizierte Programm zu Boston Housing:
https://drive.google.com/file/d/1TVZ1lnRu8BQkHeUFU7bQkXTjb0ryhwb3/view?usp=sharing
8. Wir werden unser Programm übersichtlicher machen, indem wir fertige Funktionen verwenden.
· Importieren Sie die benötigten Bibliotheken 
from sklearn.model_selection import train_test_split
from sklearn.preprocessing import StandardScaler
· Das Aufteilen in Test- und Trainingsdaten übernimmt jetzt eine vorgefertigte Funktion. Versuchen Sie die Funktion zu verstehen (ggf. Internetrecherche). Die Zeilen im Code, wo das bisher stattfand, können Sie löschen oder mit einem # am Zeilenanfang auskommentieren. 
train_vars, test_vars, train_values, test_values = train_test_split(data_vars, data_values, test_size=0.2)
· Das Normieren der Daten übernimmt jetzt auch eine vorgefertigte Funktion. 
train_vars = StandardScaler().fit_transform(train_vars)
test_vars = StandardScaler().fit_transform(test_vars)







2.4.3. [bookmark: _Toc69844257]Wine Quality

Link zum Programm: 
https://drive.google.com/file/d/1pdI81-8rlKiS086nvFomI2GROxJpgkYF/view?usp=sharing

Übungen:
1. Erkundigen Sie sich auf der Seite: http://archive.ics.uci.edu/ml/index.php 
2. Unser nächstes Beispiel wird Wine Quality sein: https://archive.ics.uci.edu/ml/datasets/wine+quality 
3. Erkundigen Sie sich über CSV Dateien, z.B. hier: https://de.wikipedia.org/wiki/CSV_(Dateiformat) 
4. Studieren Sie im Skript den Abschnitt zu Korrelationen.
5. Studieren Sie das Programm und versuchen Sie die Vorhersage zu verbessern.



2.4.4. [bookmark: _Toc69844258]Devorce

Übungen:
1. Erkundigen Sie sich auf der Seite https://archive.ics.uci.edu/ml/datasets/Divorce+Predictors+data+set Nähere Infos auch unter https://dergipark.org.tr/tr/pub/nevsosbilen/issue/46568/549416
2. Versuchen Sie selbst, die KI zu programmieren. Orientieren Sie sich am letzten Beispiel Redwine.
3. Erstellen Sie eine Kopie Ihres Programmes. 
4. Informieren Sie sich über verschiedene Aktivierungsfunktionen und probieren Sie einige aus: https://keras.io/api/layers/activations/ 
5. Informieren Sie sich über verschiedene Optimizer und testen Sie einige selbst: https://keras.io/api/optimizers/ 
6. Ändern Sie Ihr Programm so, dass Sie model.fit() und model.evaluate() verwenden (ohne Tensorboard). Als Referenz können Sie das Iris-Beispiel verwenden.



2.4.5. [bookmark: _Toc69844259]Entscheidungsbäume

Übungen:
1. Studieren Sie den Abschnitt zu Entscheidungsbäumen im Skript. 
2. Studieren Sie das Programm zu Iris mit Decision Tree https://drive.google.com/file/d/1lO7NYUc6TXXlY47JsN46894QN6Q-ZGf0/view?usp=sharing

3. Studieren Sie das Programm zu Iris mit Random Forest https://drive.google.com/file/d/1un8fpE6uRfveHOIsJmnp-YojNcET9Nvs/view?usp=sharing

4. Studieren Sie das Programm zu Iris mit XGBoost https://drive.google.com/file/d/1y_pkKQl0clm1R6-L9oiSPFONnzfsCrGP/view?usp=sharing

5. Teilen Sie die Daten im letzten Beispiel mit train_test_spilt auf. Welche KI-Parameter sind möglich? 
6. Nach der Iris-Übung sollen Sie jetzt selbst eine KI mit Entscheidungsbäumen programmieren, die Immobilienpreise vorhersagt.
a. Kopieren Sie die letzte Übung und nehmen Sie das als Grundlage. 
b. Beim Import der Daten orientieren Sie sich an Boston Housing mit KNN. 
c. Boston-Housing ist ein Regression-Problem, nicht Classification. Arbeiten Sie also mit XGBRegressor anstelle von XGBClassifier (beim Import und bei der Erstellung des Modells mit model = ... darauf achten). 
d. Auch die Bewertung muss angepasst werden. Verwenden Sie mean_absolute_error statt accuracy_score (auch beim Import darauf achten).

1. 

2.4.6. [bookmark: _Toc69844260]Census

Link zum Programm: 
https://drive.google.com/file/d/1oy_nFZdQifw8GhXQxEoMCwslQsI6X-AW/view?usp=sharing


Übungen:
1. Wir werden mit folgenden Daten arbeiten : http://archive.ics.uci.edu/ml/datasets/Adult. Informieren Sie sich über diese Daten.
2. Welche Datensätze sehen Sie kritisch? Begründen Sie! 
3. Beantworten Sie mithilfe der Seite https://www.alexanderthamm.com/de/blog/data-mining-methoden-einmaleins-und-beispiele-aus-der-praxis/ folgende Fragen in je einem Satz: 
a. Was ist Data Mining? 
b. Welche Arten von Data Mining gibt es? (je ein Satz pro Art) 
4. Erstellen Sie ein Notebook in Google Colab. 
5. Importieren Sie alle benötigten Bibliotheken (wir werden mit EB arbeiten) 
6. Laden Sie Daten herunter und geben Sie die ersten Zeilen mit head() aus. Öffnen Sie die Datei auch parallel in einem Editor oder Excel. Was fällt Ihnen auf? 
7. Informieren Sie sich im Netz sich über die Funktion pandas.get_dummies() (One-Hot-Encoding)

2.4.7. [bookmark: _Toc69844261]MNIST Number

Link zum Programm:
https://drive.google.com/file/d/1ruVE0uSs1YRTtomk_s9_tod98Mr-SCpc/view?usp=sharing


Übungen:
1. Studieren Sie den Abschnitt "Farbmodelle" im Skript. 
2. Lassen Sie das Programm MNIST Number ablaufen. Studieren Sie genau den Programmaufbau. 
3. Versuchen Sie, eine andere Zahl zu plotten. 
4. Versuchen Sie, die Trefferquote zu erhöhen. Variieren Sie die Epochenzahl, Anzahl der Hiddenlayer, Knotenanzahl, Optimierer, Aktivierungsfunktion.


2.4.8. [bookmark: _Toc69844262]MNIST Fashion

In diesem Beispiel werden wir einen Datensatz verwenden, der von Zalando zur Verfügung gestellt wird. Es sind Bilder von Kleidungsstücke. Die KI soll erkennen, welches Kleidungsstück sich auf dem Bild befindet. https://research.zalando.com/welcome/mission/research-projects/fashion-mnist/


Übungen:
1. Erstellen Sie eine Kopie des Programmes MNIST Number und nennen Sie diese um in MNIST Fashion.
2. Laden Sie den neuen Datensatz herunter:
fashion_mnist = keras.datasets.fashion_mnist
(train_images, train_labels), (test_images, test_labels) = fashion_mnist.load_data()

3. Alleine mit dieser Änderung haben Sie bereits ein Programm mit einer relativ guten Trefferquote. Lassen Sie das Programm ablaufen.
4. Wir wollen die Trefferquote erhöhen, dazu verwenden wir die Drop-Out-Methode. Bei jeder Iteration wird eine bestimmte Anzahl an Verbindungen zwischen den Schichten ausgeschaltet. Das zwingt die anderen Knoten in der Schicht, weiter zu lernen. Dies eine bewährte Methode gegen Overfitting. Fügen Sie vor und nach dem Hidden-Layer folgende Zeile ein:
keras.layers.Dropout(0.2),

5. Jedes Byte kann einen Wert zwischen 0 und 255 annehmen. Diese Werte führen zu einer großen Änderung der Gewichte im Netz. Skalieren wir die Wert runter in einen Wertbereich 0 bis 1:
train_images = train_images / 255.0
test_images = test_images / 255.0

6. Beim Plotten ist Ihnen sicher aufgefallen, dass unter dem Bild eine Ziffer steht. Wir wollen dies ändern und durch die Bezeichnung des Kleidungsstückes ersetzen. Dazu legen Sie eine Liste an: 
class_names = ['T-shirt/top', 'Trouser', 'Pullover', 'Dress', 'Coat', 'Sandal', 'Shirt', 'Sneaker', 'Bag', 'Ankle boot']

7. Ersetzen Sie nun den Aufruf 
plt.xlabel(train_labels[0])

	durch
(plt.xlabel(class_names[train_labels[0]])

Erklären Sie die Ausgabe.

2.4.9. [bookmark: _Toc69844263]MNIST Fashion mit CNN

Nun werden wir ein Verfahren kennenlernen, um Objekte auf Bildern genauer zu detektieren. Stellen Sie sich vor, Sie müssen eine KI entwickeln, die Katzen auf Bildern erkennt. Nun kann auf dem Bild die Katze ganz groß enthalten sein, aber auch komplizierte Konstellationen sind möglich. Die Katze könnte sich links oben befinden oder rechts unten, auf dem Schoß eines Menschen, auf dem Rücken liegend usw. Da bekommen wir keine gute Trefferquote, wenn wir einfach die Pixel „langziehen“ und in einem KNN zuführen. Deswegen schauen wir und das Prinzip der CNN an.


Link zum Programm: 
https://drive.google.com/file/d/16q-wVZW13h3ythJKfuMYm9H-MCtlgvsB/view?usp=sharing



Übungen:
1. Studieren Sie den Abschnitt "CNN" im Skript. 
2. Lassen Sie das Programm ablaufen. Studieren Sie genau den Programmaufbau. 
3. In der Colab-Datei finden Sie Links zu anderen Seiten zur Vertiefung. 
4. Versuchen Sie, die Trefferquote zu erhöhen. Variieren Sie die Epochenzahl, Anzahl der Hiddenlayer, Knotenanzahl, Optimierer, Aktivierungsfunktion, Batch-Size.


2.4.10. [bookmark: _Toc69844264]Speichern und Wiederherstellen

Unser Arbeitsablauf war bis jetzt immer so, dass wir in einem Rutsch die KI trainiert und getestet haben. Sie wollen aber nicht jedes Mal die KI trainieren, bevor Sie diese anwenden. Deswegen schauen wir uns an, wie man ein trainiertes Netz speichert, wieder öffnet und dann testet.

1. Kopieren Sie das letzte Beispiel und speichern Sie es unter einem neuen Namen ab.
2. Minimieren Sie das Programm auf das Nötigste. Entfernen Sie alle Ausgaben und fassen Sie den Quellcode in einer Zelle zusammen. Die fit()-Funktionen ändern Sie zu
model.fit(train_images, train_labels, epochs=5)
3. Schließen Sie diese Zelle mit der folgender Funktion ab:
model.save('mein_netz')
4. Führen Sie diese Zelle nun aus. Ich KNN wird trainiert und gespeichert.
5. Erstellen Sie ein neue Zelle. Darin laden Sie das trainierte Netz mit 
model2 = keras.models.load_model("mein_netz")
6. Testen Sie nun das KNN mit dem Testdatensatz.


2.4.11. [bookmark: _Toc69844265]Bilder modifizieren und trainieren

Mittlerweile wissen Sie: Je mehr Daten vorhanden sind, desto besser. Sie können aber auch die vorhandenen Daten verschieden modifiziert nutzen uns so die Anzahl der Trainingsdurchläufe erhöhen. In unserem Beispiel bedeutet dies: Die Bilder zufällig ein wenig nach links oder rechts rotieren lassen, horizontal bzw. vertikal spiegeln, in eine Richtung verschieben usw. Hierfür gibt es eine Funktion, die Sie nutzen können: 
tf.keras.preprocessing.image.ImageDataGenerator https://www.tensorflow.org/api_docs/python/tf/keras/preprocessing/image/ImageDataGenerator.

Der konkrete Aufruf kann wie folgt aussehen:

datagen = ImageDataGenerator(rotation_range=20, width_shift_range=0.2, height_shift_range=0.2, horizontal_flip=True)
model.fit(datagen.flow(train_images, train_labels, batch_size=16), epochs=20)

Beachten Sie, dass Sie die Epochenzahl stark erhöhen können. Sie sollten die Trefferquote beim Trainieren und Testen im Auge behalten. Passen Sie die Parameter so an, dass es zu einem leichten Overfitting kommt. Versuchen Sie dann mit Optimierung der Hyperparameter, das Overfitting zu überwinden. 


1. Kopieren Sie das letzte Beispiel und speichern Sie es unter einem neuen Namen ab.
2. Wenden ImageDataGenerator an und versuchen Sie, die Korrektklassifizierungsrate zu erhöhen.

2.4.12. [bookmark: _Toc69844266]Zugriff auf Google Drive

Wenn Sie Daten lokal auf dem PC haben und diese in Colab verwenden wollen, können Sie diese Daten in Colab hochladen und dann darauf zugreifen (haben wir bis jetzt mit lokalen Daten auch so gemacht). Der Nachteil ist, dass Sie die Datei nach jedem Verbindungsaufbau neu hochladen müssen. Besser ist es, die Daten auf Google Drive zu speichern und dann von Colab aus drauf zuzugreifen.


Link zum Programm: 
https://drive.google.com/file/d/1J4kEjI9wIGoJqbcdnY__cPmz9xhWGJyg/view?usp=sharing




Übungen:
1. Lassen Sie das Programm ablaufen. Studieren Sie genau den Programmaufbau. 
2. Überarbeiten Sie eines Ihrer Programme so, dass Sie auf Daten in Drive zugreifen (dazu laden Sie die CSV-Datei vorab in Drive hoch). 

2.5. [bookmark: _Toc69844267]Theoretische Ergänzungen zu den praktischen Übungen
Für das Verständnis einiger praktischen Übungen sind weitere Kenntnisse notwendig.

2.5.1. [bookmark: _Standardabweichung][bookmark: _Toc69844268]Standardabweichung
Die Standardabweichung ist ein Maß dafür, wie weit einzelne Werte im Durchschnitt vom Mittelwert entfernt sind.
(Quelle Beispiel: https://www.mathsisfun.com/data/standard-deviation.html)

Beispiel: Sie haben in Ihrer Nachbarschaft fünf Hunde verschiedener Rassen. Sind es große Hunde oder kleine Hunde? Wann ist denn ein Hund groß bzw. klein? Wir werden das mithilfe der Standardabweichung klären.
Im folgendem Bild sind die Schulterhöhen angegeben:
[image: dogs on graph shoulder heights]
Also 600mm, 470mm, 170mm, 430mm und 300mm. Wir berechnen den arithmetischen Mittelwert und zeichnen es in unser Diagramm ein.

 =  = 394 mm
[image: dogs on graph: mean]
Die Durchschnittshöhe ist nun bestimmt. Aber wann ist denn ein Hund nun außergewöhnlich groß oder klein? Dazu bestimmen wir erst die Abstände zum Mittelwert, quadrieren diese, summieren auf und dividieren das Zwischenergebnis durch die Anzahl der Hunde. Das Ergebnis nennt man Varianz. 
[image: dogs on graph: deviation]
 =  = 21704 
Was können wir nun mit der Varianz in unserem Beispiel anfangen? Nicht viel. Aber wenn wir die Wurzel ziehen, erhalten wir die Standardabweichung, und diese Information ist sehr wertvoll.

σ =  = 147 mm

Die Standardabweichung vom Mittelwert zeichnen wir wieder in unser Diagramm ein.
[image: dogs on graph: standard deviation]
Jetzt erkennen wir, welche Schulterhöhe „normal“ ist und welche nicht. Rottweiler sind groß, Dachse hingegen klein.


2.5.2. [bookmark: _Korrelation][bookmark: _Toc69844269]Korrelation
Die Korrelation beschreibt einen Zusammenhang zwischen zwei Variablen.
(Quelle Beispiel: https://www.mathsisfun.com/data/correlation.html)

· Eine Korrelation ist positiv, wenn die abhängigen Variablen beide steigend sind.
· Eine Korrelation ist negativ, wenn eine abhängige Variablen fallend und die andere steigend ist (vergl. mit direkt und indirekt proportional).
Der Korrelationskoeffizient kann Werte zwischen -1 (perfekt negativer Zusammenhang) und 1 (perfekt positiver Zusammenhang) annehmen.

[image: ]

Die Formel für den Korrelationskoeffizienten lautet:
[image: ]
Wir wollen die Zusammenhänge an einem Beispiel betrachten: Gibt es einen Zusammenhang zwischen den Temperaturen und den Umsätzen bei Eisverkäufen?
[image: ]





2.5.3. [bookmark: _Farbmodelle][bookmark: _Toc69844270]Farbmodelle
In der IT-Welt hat sich das RGB-Farbmodell etabliert. Diese besagt, dass aus den Farben Rot, Grün und Blau alle anderen Farben zusammenmischen können. Die Information für eine beliebige Farbe wird wie folgt gespeichert: Es werden insgesamt drei Bytes benötigt, für jede Grundfarbe ein Byte. In jedem Byte werden die Zahlen 0 bis 255 gespeichert, die die Intensität der jeweiligen Grundfarbe wiedergibt. 
Ein weiterer Zusammenhang zwischen den Grundfarben ist folgende: Je höher die einzelnen Intensitäten, desto heller das Ergebnis (additive Farbmischung). Wenn man also für jede Grundfarbe die höchste Intensität wählt (255), erhält die Farbe Weiß. Wählt man hingegen alles Grundfarben die Intensität 0, erhält man die Farbe Schwarz. Alle anderen Farben liegen irgendwo dazwischen. Leuchtet man mit verschiedenen Taschenlampen (mit verschiedenen Farben) auf eine Wand, wird das Ergebnis immer heller. Bei Oberflächenfarben verhält es sich genau umgekehrt (subtraktive Mischung). Je mehr Farben auf einem Blatt gemischt werden, desto dunkler wird das Ergebnis. Die einzelnen Farben summieren sich zu der Farbe Schwarz. 
Die einzelnen Farben werden oft mit einer Hexadezimalzahl codiert (0 bis FF). Oft wird ein viertes Byte (Alpha Byte) hinzugenommen, welche die Transparenz wiedergibt. 0 steht für voll transparent, 255 für voll deckend.


[image: ]
Bildquelle: https://www.informatikzentrale.de/rgb-farbmodell.html

Bei SW-Bildern genügt ein Byte, um den Grauwert zu speichern. Der minimale Grauwert beträgt dann 0, der maximale 255. 

Die Bildinformation können pro Pixel als RGB oder als Grauwert gespeichert werden.


2.5.4. [bookmark: _Convolutional_Neural_Network][bookmark: _Toc69844271]Convolutional Neural Network
Ein Convolutional Neural Network (CNN) ist ein spezielles mehrschichtiges Netz. Ein CNN besteht aus einem Detektionsteil und einem Identifikationsteil.
(Quelle Bilder: Neuronale Netze programmieren mit Python, R. Schwaiger und J. Steinwender, Rheinwerk Verlag)

[image: ]

Detektionsteil
Ein Bild besteht aus vielen einzelnen Pixelwerten. Jedes Pixel kann Werte zwischen 0 und 255 annehmen. Ein Filter (z.B. 3 x 3 Matrix) fährt systematisch das ganze Bild ab und die Werte des Filters und des Bildes werden miteinander verrechnet (man spricht hier von Faltung). Das Ergebnis wird in eine neue Schicht, dem Convolutional Layer geschrieben. Je nachdem, wie die Filtermatrix aufgebaut ist, kann man bestimmte Merkmale wie Linien, Kanten, Punkte, Ecken usw. extrahieren. Typischerweise wird das Bild mit mehreren Filtern hintereinander gefaltet. 

[image: ]

Was passiert mit den Randpixeln beim Verfahren? Es kommt darauf an, für welches Padding man sich entscheidet. Beim Same-Padding werden Randbereiche so mit Nullen aufgefüllt, dass die Dimension der Ausgabeschicht jener der Ausgabeschicht entspricht. Beim Valid-Padding wird nicht aufgefüllt, die Dimension der Ausgabeschicht ist somit kleiner. 

[image: ]

Um wie viele Pixel sich der Filter jeweils bewegt, gibt man mit Stride an.

[image: ]
Nach dem Convolutinal Layer folgt der Pooling Layer, welcher die Dimension reduziert. Sehr oft wird das Max Pooling verwendet. Ein Filter (z.B. 2 x 2 Matrix) fährt die Convolutional Layer ab und kopiert jeweils nur die größte Zahl im Filterbereich in den Pooling Layer. 
[image: ]

Oft bekommt man ein besseres Ergebnis, wenn Convolutional- und Pooling-Layer mehrmals hintereinander geschalten werden. 

Identifikationsteil
Im Identifikationsteil wird die letzte Schicht des Detektionsteils in einen eindimensionalen Vektor umgewandelt. Ab hier können wir alles anwenden, was wir bereits gelernt haben. Die Anzahl der Knoten in der letzten Schicht ist wieder von der Aufgabenstellung abhängig.

[image: ]


2.5.5. [bookmark: _Toc69844272]K-fache Kreuzvalidierung


[image: ]

(Bildquelle: https://scikit-learn.org/stable/modules/cross_validation.html)


Bis jetzt haben wir die Daten immer aufgeteilt in 80% Trainingsdaten und 20% Testdaten. Bei der Optimierung haben wir uns an der Trefferquote der Testdaten orientiert. Ziel jeder Optimierung ist es, die Trefferquote bei neuen, unbekannten Datensätzen zu erhöhen. Das Problem ist nur, dass unsere Optimierung nur an die Testdaten ausgelegt ist. In der Praxis werden zur finalen Evaluierung noch weitere Daten herangezogen, um die tatsächliche Trefferquote bei unbekannten Daten zu ermitteln. 
Eine weitere, bessere Möglichkeit bietet die k-fache Kreuzvalidierung. Dabei werden die Daten z.B. in fünf Teilmengen aufgeteilt. Es wir dann mit je vier abwechselnden Teilmengen trainiert und mit der verbleibenden Teilmenge getestet. Die Trefferquote ist der Mittelwert der Test. Manche Implementierungen testen anschließend nochmal mit einem Validierungsdatensatz.
Dis Scikit-Bibliothek bietet fertige, komfortable Funktionen zur Kreuzvalidierung. Bei Tensorflow müssen Sie diesen Algorithmus selbst implementieren.



2.5.6. [bookmark: _Toc69844273]Evolutionäre Algorithmen
Bis jetzt haben wir die KI immer mit vielen Beispieldaten trainiert. Idealerweise war dann die KI irgendwann in der Lage, selbständig Entscheidungen zu treffen. Wie kann man aber vorgehen, wenn man keine Trainingsdaten hat? Wenn z.B. ein Roboter selbständig das Laufen lernen soll? Eine bewährte Möglichkeit ist das Konzept der evolutionären Algorithmen.  

Beispiel PID-Reglerentwurf mit evolutionären Algorithmen und PyConSys 
In einem Regelkreis versuchen wir, durch einen Regler (sehr oft ein PID-Regler) eine Regelstrecke zu regeln. Beispiel für Regelungen: Raumtemperatur, Füllstand, Tempomat usw. Die Kunst liegt darin, den Regler mit den PID-Anteilen (Proportional-, Integral- und Differentialanteil) so einzustellen, dass die Regelstrecke ein gewünschtes Verhalten zeigt. Folgende Anforderungen wollen wir formulieren:

· Die Regelung soll nicht schwingen. Beispiel: Sie stellen am Regler eine Temperatur von 20 Grad Celsius ein, die Raumtemperatur schwingt schnell zwischen 10 und 30 Grad Celsius.
· Die Regelung soll nicht überschwingen. Beispiel: Sie stellen den Druck auf 10 Bar ein, der Druck im Behälter steigt aber erst auf 20 Bar, dann runter auf 10 Bar. 
· Die statische Regeldifferenz soll klein sein. Beispiel: Wenn Sie 10 Bar einstellen, wollen Sie auch 10 Bar, und nicht etwas 15 Bar.
· Die Regelung soll schnell reagieren. Wenn Sie 20 Grad Celsius Raumtemperatur einstellen, soll diese Temperatur möglichst schnell erreicht werden.
Die KI soll also einen PID Regler entwerfen und anhand oben genannter Kriterien testen. Damit die KI lernen kann, müssen Sie eine Funktion bereitstellen, die die Ergebnisse der KI bewertet. Beispiel: Die KI schlägt die Parameter P = 10, I = 4 und D = 0,5 vor. Diese Parameter übergibt sie einer Funktion, welche diesen Paramtersatz bewertet. Dazu wird z.B. der Regelkreis mit diesem Regler simuliert und eine Punktzahl ermittelt, z.B. 760. Nur so ist die KI in der Lage, einen Fortschritt zu erkennen. Die Funktion zum Bewerten in der Software PyConSys sieht so aus: 

def _get_rating(self):

    osc = self._get_oscillate_rating() * 5
    ovr = self._get_overflow_rating() * 20
    dst = abs(100 - self._get_distance_rating(self._lst, self._w)) * 20
    tm = self._get_timetoreach_rating() * 5
    rate_raw = osc + ovr + dst + tm
    rat = 1000 - rate_raw
    if rat < 0 or isnan(rat):
        rat = 0
    return rat


Wir versuchen zuerst, den optimalen Regler per Zufall zu finden (also ganz ohne KI). Dazu lassen wir 100 zufällige Parametersätze (PID) generieren, simulieren und bewerten. Am Schluss nehmen wir den Parametersatz mit der höchsten Punktzahl. Das funktioniert schon nicht schlecht (715 von 1000 Punkten). 

Auszug Konsolenausgabe:
Rating =    0.00, P =  10.30, I =   8.63, D =   0.31
Rating =  116.83, P =   6.20, I =   6.66, D =   0.61
Rating =    0.00, P =   4.50, I =  11.63, D =  0.033
Rating =    0.00, P =   9.36, I =   7.03, D =   0.53
##### Best rating:  715.05 #####


Die Regelgröße x ist von besonderer Bedeutung. Wie sehen, schwingt das System leicht, erreicht aber ziemlich schnell die Führungsgröße (Sollwert). Ein Überschwingen tritt nicht auf. Die Regeldifferenz ist gering. Das Ergebnis ist also ganz ohne KI nicht schlecht. 

[image: ]

Das Problem bei der zufälligen Generierung ist, dass es über die Zeit keinen Lerneffekt gibt. Daher wollen wir uns an der Evolution orientieren.

Zuerst werden wieder 80 PID Parameter zufällig generiert. Jeder PID Satz wird getestet und bewertet. Die zehn am besten bewerteten Datensätze „paaren“ sich und zeugen jeweils zehn Kinder, wobei sie ihre „Gene“ vererben. Das bedeutet, dass jedes Kind den P-, I- oder den D-Anteil von dem einen oder anderen Elternteil bekommt.

Wenn man allerdings nur die fittesten Datensätze verwendet, konvergiert die Evolution nicht zufriedenstellend, d.h. das Potenzial wird nicht voll ausgeschöpft. Daher nimmt man zu den zehn Fitten noch 150 zufällig ausgesuchte „Glückliche“, die sich ebenfalls paaren dürfen.

In der Natur findet Fortschritt durch Mutation statt. Eine Mutation kann dafür sorgen, dass ein Lebewesen besonders stark, intelligent oder mit physischen Merkmalen ausgestattet ist, die ihn hervorheben. Eine Mutation ist aber nicht immer etwas Positives. Sie kann auch dazu führen, dass das Lebewesen mit einer Behinderung auf die Welt kommt. Dieses Prinzip der Mutation wenden wir auch an. 5 % der Kinder (neue PID-Sätze) werden mutiert, wobei der P-, I- oder D-Anteil zufällig ermittelt wird. Auch die Entscheidung, welche der drei Parameter neu ermittelt wird, entscheidet der Zufall. Die anderen Parameter sind geerbt.

Von der neuen Generation nimmt man wieder die 10 Fittesten plus 150 Glückliche und das Ganze beginnt von vorne. In unserem Fall sind es insgesamt 20 Generationen. Am Ende nimmt man den Parametersatz mit der besten Bewertung für unseren Regelkreis. Das Ergebnis hat wenig Verbesserungspotenzial. 

[image: ]
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